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Resumen 

La Ingeniería de Sistemas de Procesos (PSE por sus siglas en inglés) es una rama de la Ingeniería Química 

que involucra la comprensión e integración en distintas escalas de los procesos productivos, promoviendo 

el desarrollo de conocimiento científico y herramientas que permitan la solución de los principales desafíos 
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económicos, ambientales y sociales desde la perspectiva de la Ingeniería de Procesos. PSE contempla 

conocimientos y herramientas en análisis de datos, diseño, modelado, integración, intensificación, 

optimización y control de procesos. Las herramientas de PSE han sido ampliamente utilizadas para el 

análisis y mejora de procesos químicos y petroquímicos. En este trabajo se realiza una revisión de estas 

herramientas y sus aplicaciones a este tipo de procesos, así como los potenciales desarrollos que se 

visualizan en el futuro del PSE para la industria química y petroquímica. 

Palabras clave: Ingeniería de Sistemas de Procesos; Industria Química; Industria Petroquímica. 

 

PROCESS SYSTEMS ENGINEERING AND ITS APPLICATIONS IN 

CHEMICAL AND PETROCHEMICAL INDUSTRIES 

Abstract  

Process Systems Engineering (PSE) is a branch of Chemical Engineering involving the comprehension and 

integration of productive processes at different scales. It promotes the development of scientific knowledge 

and tools to solve the main economic, environmental and social challenges from the perspective of Process 

Engineering. PSE includes knowledge and tools associated with data analysis, process design, modelling, 

integration, intensification, optimization and control. PSE tools have been widely used for the analysis and 

enhancement of chemical and petrochemical processes. In this work, PSE tools and their relevance are 

described. Their applications for these processes are discussed, together with the potential developments 

expected in the future of PSE for the chemical and petrochemical industries. 

Keywords: Process Systems Engineering; Chemical Industry; Petrochemical Industry. 
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1. Introducción 

Una de las actividades fundamentales del 

ingeniero químico es el diseño y operación de 

procesos de conversión de materias primas en 

productos de valor para la sociedad. En los 

inicios de la ingeniería química como el 

conocido Curso X fundado por el Profesor 

Lewis Mill Norton, el objetivo principal de 

esta área era aplicar los conocimientos de 

ingeniería y química industrial para 

eficientizar los procesos y mejorar su 

rentabilidad económica (Van Antwerpen, 

1980). En años recientes, sin embargo, la 

labor del ingeniero químico se enfoca no solo 

en el desarrollo y operación de procesos 

económicamente rentables, sino también en 

procesos con un bajo impacto ambiental, 

seguros, que generen beneficios sociales, 

entre otras características (Pereira, 1999; 

Marion y col., 2017).  

El diseño y operación de procesos químicos 

ha evolucionado con el paso del tiempo. Es 

posible pensar en los primeros procesos de 

destilación, datados antes del año 800 a.C. 

(Muñoz de Cote Orozco, 2010). En esa época, 

la construcción y operación de los sistemas de 

procesamiento posiblemente requeriría de 

una estrategia de prueba y error, analizando 

diferentes configuraciones y modos de 

operación hasta encontrar uno que permitiera 

obtener el producto deseado con las 

características requeridas. Esta experiencia 

empírica acumulada se iría transmitiendo a 

las siguientes generaciones para dar 

continuidad a la producción. No fue sino 

hasta 1915 cuando se estableció una forma 

sistemática para el desarrollo y análisis de los 

procesos industriales, cuando Arthur D. Little 

estableció el concepto de operaciones 

unitarias. Asimismo, el entendimiento de las 

leyes fundamentales que dominan el 

comportamiento de estos sistemas se volvió 

un elemento primordial para todo Ingeniero 

Químico (Willis, 1966).  

Con el paso de los años, los retos a los que se 

enfrenta el Ingeniero Químico en la industria 

son cada vez más complejos, involucrando el 

estudio de sistemas en multi-escala, bajo 

condiciones de incertidumbre, la necesidad 

de análisis en tiempo real, entre otras 

situaciones (Bernal Neira y col., 2025). Para 

afrontar estos retos, la Ingeniería de Sistemas 

de Procesos (PSE, por sus siglas en inglés) 

ofrece un conjunto de herramientas y 

procedimientos sistemáticos para el diseño y 

operación de sistemas de procesamiento en 

diferentes escalas, incluyendo el modelado 

matemático, análisis de datos, diseño, 

optimización y control (Grossmann y 
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Westerberg, 2000; Pistikopoulos y col., 

2021).  Dada la amplia variedad de 

operaciones unitarias involucradas en las 

industrias química y petroquímica, las 

herramientas de PSE han tenido su mayor 

aplicación en este tipo de procesos. En este 

trabajo se describirán las distintas 

herramientas que conforman la Ingeniería de 

Sistemas de Procesos, reportando 

aplicaciones relevantes en las industrias 

química y petroquímica. El análisis permitirá 

identificar el amplio espectro de aplicaciones 

que tiene el PSE en los procesos de estas 

industrias. Adicionalmente, se discuten los 

futuros desarrollos que serán relevantes en el 

área para afrontar los desafíos de la industria 

en las próximas décadas. 

 

2. Herramientas tradicionales de PSE 

2.1. Análisis de datos 

2.1.1. Aspectos generales 

El análisis de datos se ha consolidado como 

un eje transversal del PSE, al conectar la 

operación, el modelado, la optimización y el 

control de plantas químicas y petroquímicas. 

La creciente digitalización industrial ha 

generado grandes volúmenes de información 

con las características típicas del Big Data: 

volumen, variedad, velocidad, veracidad, 

valor y complejidad (Mohammadpoor y 

Torabi, 2020). Para aprovechar esta 

información de manera sistemática, es 

necesario integrar herramientas de ciencia de 

datos, aprendizaje automático e inteligencia 

artificial en el marco del PSE, operando en 

múltiples escalas: desde el diseño de 

moléculas hasta la gestión de cadenas de 

suministro (Daoutidis y col., 2024; Srinivasan 

y col., 2025). 

Desde el punto de vista metodológico, el 

análisis de datos en la industria de procesos se 

apoya en tres grandes categorías de modelos. 

Los modelos puramente basados en datos 

(data-driven), como redes neuronales 

artificiales, bosques aleatorios y arquitecturas 

de aprendizaje profundo, son flexibles y 

capaces de capturar no linealidades 

complejas, aunque su naturaleza de "caja 

negra" limita la interpretabilidad y la 

extrapolación (Mousa y col., 2025). En el 

extremo opuesto, los modelos 

fenomenológicos, fundamentados en 

principios de conservación de masa, energía y 

cantidad de movimiento, ofrecen alta 

interpretabilidad, pero pueden ser 

computacionalmente costosos (Regufe y col., 

2021). La tendencia dominante es el 

modelado híbrido (Science-Guided Machine 

37



 

 
 

Learning, SGML), que combina una base 

física con un componente de aprendizaje 

automático para capturar las dinámicas no 

modeladas y las variaciones paramétricas del 

proceso real (Sansana y col., 2021; Sharma y 

Liu, 2022). 

El trabajo con datos industriales reales plantea 

retos significativos: ruido, datos faltantes, 

información desbalanceada y escasa 

variabilidad de las variables del proceso 

(Daoutidis y col., 2024; Ahang y col., 2024). 

Estos aspectos obligan a combinar estrategias 

de ingeniería de datos con algoritmos robustos 

e incorporar criterios de Inteligencia Artificial 

Explicable (XAI), un requisito fundamental 

en entornos de alta criticidad donde los 

operadores necesitan comprender el 

razonamiento detrás de las recomendaciones 

del sistema antes de actuar sobre ellas. Una de 

las aplicaciones más consolidadas es el 

desarrollo de sensores blandos (soft sensors) o 

sensores inferenciales, que estiman en línea 

variables de calidad a partir de mediciones 

fácilmente disponibles, constituyendo un 

puente natural entre la analítica de datos y las 

tareas de control, optimización y supervisión 

(Chen y col., 2011; Cao y col., 2025). 

 

2.1.2. Sensores blandos y monitoreo 

inteligente de procesos 

Los sensores blandos se han utilizado 

ampliamente para estimar propiedades de 

producto que no pueden medirse en línea de 

forma directa, pero resultan esenciales para 

garantizar calidad, seguridad y cumplimiento 

normativo. Su evolución algorítmica ha 

transitado desde enfoques estadísticos 

clásicos, como la regresión por mínimos 

cuadrados parciales (PLS), hasta arquitecturas 

de aprendizaje profundo, como las redes de 

memoria a corto-largo plazo (LSTM) y 

transformadores, que capturan dependencias 

temporales complejas. En años recientes se 

han desarrollado plataformas que automatizan 

el flujo de trabajo completo: herramientas 

como Soft Sensor Manager integran en un 

mismo entorno el preprocesamiento, la 

selección de características, el ajuste de 

hiperparámetros y la evaluación de 

desempeño, reduciendo el tiempo y la 

especialización requeridos para desplegar 

modelos en planta (Cao y col., 2025). 

El monitoreo inteligente de procesos 

constituye otra área donde el análisis de datos 

y el aprendizaje automático convergen para 

detectar patrones anómalos, identificar fallas 

incipientes y apoyar decisiones de 
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mantenimiento. En este contexto, el proceso 

Tennessee Eastman (TEP) (que simula una 

planta química industrial con cinco unidades 

principales: reactor, condensador, separador 

vapor-líquido, compresor de reciclo y 

stripper) se ha convertido en el estándar 

internacional para comparar y validar 

métodos de detección y diagnóstico de fallas 

en plantas químicas (Ahang y col., 2024; Melo 

y col., 2024). 

 

2.2. Diseño de procesos 

Una de las líneas fundamentales del PSE es el 

diseño de procesos, como herramienta para 

conceptualizar, estructurar, evaluar y 

especificar los flujos de materiales, las 

condiciones operativas y los tipos de equipos 

en un proceso químico o petroquímico. Esta 

herramienta se basa en la secuenciación de 

operaciones mecánicas (físicas), químicas e 

incluso biológicas, integrando áreas como la 

termodinámica, la economía de procesos, su 

construcción, la seguridad, el control y desde 

hace algunas décadas, la cuantificación del 

impacto ambiental (Sinnott y Towler, 2020a). 

Dentro del diseño de procesos se distinguen 

cuatro etapas fundamentales, las cuales se 

presentan en la Figura 1, describiéndose a 

continuación (Smith, 2005; Turton y col., 

2012; Sinnott y Towler, 2020b): 1) síntesis de 

procesos, 2) diseño conceptual, 3) diseño 

básico, y 4) diseño de detalle.  

 

Figura 1. Etapas en el diseño de 

procesos. 

1) Síntesis de procesos. Su propósito es 

la generación de alternativas de 

procesamiento mediante reglas 

heurísticas de diseño para la 

transformación de la materia prima. 

En esta etapa son elegidas las rutas de 

conversión, sus configuraciones, 

determinación de flujos e 

interconexiones de material.  

2) Diseño conceptual. Su propósito es la 

evaluación técnica y económica de las 

rutas de procesamiento seleccionadas, 

empleando diagramas de bloques y 

balances de materia y energía. A partir 

de este diseño es posible realizar 

evaluaciones económicas de 

prefactibilidad de procesamiento y 
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análisis de sensibilidad de las 

principales variables de proceso. 

3) Diseño básico. En esta etapa del 

diseño de procesos se desarrolla el 

proceso con el detalle suficiente para 

evaluar su posible inversión y 

construcción preliminar. Para ello se 

utilizan herramientas robustas como 

Aspen Plus, Aspen HYSYS y algunas 

otras de estimación económica y de 

análisis de riesgo. 

4) Diseño de detalle. En esta etapa se 

especifica completamente el sistema 

para su construcción, operación, y 

control. Para ello se requieren 

diagramas de tubería e 

instrumentación, especificaciones 

técnicas de equipos e 

instrumentación, diseño de estrategias 

de control y automatización, así como 

protocolos específicos para la 

construcción, operación y arranque 

del proceso, en términos las 

normativas específicas de los países. 

Es importante señalar que la 

estimación económica de esta etapa 

requiere cotizaciones reales e 

impuestos añadidos. 

Las etapas descritas previamente han servido 

como base para el diseño de los procesos que 

han sostenido a la industria en sus diversas 

vertientes, sin embargo, avances importantes 

se han generado a lo largo del tiempo para 

integrar nuevos conceptos que demanda la 

sociedad contemporánea.  

Uno de estos conceptos es la incorporación de 

la sustentabilidad y los principios del diseño 

verde (Abubakar y col., 2024), a través de 

metodologías específicas de diseño de 

procesos sustentables (Sustainable Process 

Design) en donde se integran 

simultáneamente criterios técnicos, 

económicos, ambientales y de seguridad 

desde etapas tempranas de diseño 

(Aristizábal-Marulanda y Cardona Alzate, 

2019). Algunas de ellas son los principios de 

la química verde (Green Metrics and E-

Factor) (Sheldon, 2007), indicadores de 

evaluación de impacto ambiental 

(Environmental Impact Asessment 

Indicators, EIAI) (IAIA, 1999), el algoritmo 

de reducción de residuos (Waste Reduction 

Algorithm) (Young y Cabezas, 1999), así 

como el índice EHS (Environment Health 

and Safety Indexing) (IBM, 2025). Algunas 

otras que han sido ampliamente utilizadas son 

el análisis de ciclo de vida (Häussling 

Löwgren y col., 2025), indicadores de huella 

de carbono  y la cuantificación de gases de 
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efecto invernadero (Jamaludin y col., 2023; 

Bouchouit y Elhamma, 2025).  

 

 2.3. Modelado de procesos 

El modelado de procesos constituye la 

columna vertebral de la Ingeniería de 

Sistemas de Procesos (PSE), proveyendo la 

capacidad de crear una representación 

matemática y computacional confiable de 

cualquier proceso químico, petroquímico o de 

refinería. Esta herramienta se ha 

transformado de una ayuda para el diseño 

offline a ser un pilar central en la toma de 

decisiones en tiempo real en la era de la 

Industria 4.0, logrando una "maqueta virtual" 

de la planta que minimiza la experimentación 

física, mitiga riesgos operacionales y acelera 

la optimización del desempeño (Furda y col., 

2020). 

La disciplina abarca un espectro de enfoques 

de modelado. En un extremo se encuentran 

los rigurosos modelos fenomenológicos 

(First-Principle Models), fundamentados en 

las leyes inmutables de la conservación 

(materia, energía, momento) y las relaciones 

constitutivas (cinética de Arrhenius, 

ecuaciones de estado). Estos modelos, al estar 

anclados en principios físicos, ofrecen la 

mejor capacidad de extrapolación e 

interpretatividad. Sin embargo, su desarrollo 

exige un conocimiento profundo de los 

mecanismos subyacentes, como la 

hidrodinámica o las complejas redes de 

reacción, y a menudo sufren de una elevada 

carga computacional para su resolución 

(Regufe y col., 2021). En el extremo opuesto 

están los modelos empíricos (Empirical 

Models o Data-Driven Models), que utilizan 

el poder del Machine Learning (ML), con 

herramientas como las Redes Neuronales 

Artificiales (ANNs), para encontrar 

correlaciones directas en vastos volúmenes de 

datos operativos. Si bien son rápidos y 

flexibles para correlaciones no lineales, su 

naturaleza de "caja negra" y su limitación a 

extrapolar fuera del dominio de los datos de 

entrenamiento los hace inadecuados para 

tareas críticas de diseño o seguridad (Mousa 

y col., 2025). 

Como se describe en la sección 2.1, la 

tendencia dominante en la aplicación 

industrial es el modelado híbrido (Hybrid 

Models o Science-Guided Machine Learning 

- SGML). Este enfoque estratégico utiliza los 

modelos fenomenológicos como base 

estructural del sistema (la parte interpretable 

y físicamente consistente) y emplea un 

modelo ML para capturar las incertidumbres, 
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las dinámicas no modeladas o las variaciones 

en los parámetros de planta, como la 

desactivación del catalizador (Sansana y col., 

2021). Por ejemplo, una ANN puede modelar 

el "residual" o el error de predicción de un 

modelo de primer principio simplificado, 

produciendo así una herramienta que es 

altamente predictiva y, a la vez, físicamente 

plausible (Sharma y Liu, 2022). Esta 

combinación resulta crucial para aplicaciones 

con alta incertidumbre, como la simulación 

de procesos a escalas no probadas (Chau-

Chyun y col., 2020). 

 

2.4. Integración e intensificación de procesos  

La integración de procesos surgió en la 

década de los 70´s como consecuencia de la 

escasez de recursos energéticos y la 

implementación de normativas ambientales 

más estrictas. Esta busca aprovechar la 

recuperación de calor y reducir el uso de 

materias primas y las emisiones mediante la 

conexión sinérgica de unidades de proceso, 

optimizando el flujo de energía y materiales 

entre los equipos. El objetivo principal es 

aumentar la eficiencia global del sistema 

(Baldea, 2015). Una definición 

representativa, propuesta por El-Halwagi 

(2006), describe la integración como “una 

manera de diseñar, mejorar y operar los 

procesos considerando todo como un 

conjunto”. Esta integración se clasifica en dos 

tipos: Integración energética 

(aprovechamiento de calor) e integración de 

masa, enfocada en el uso eficiente de 

materiales.  

Por otra parte, la Intensificación de Procesos 

(PI) es un área de gran importancia en el PSE 

que contribuye al modelado y simulación, a la 

síntesis de procesos, a la evaluación de 

operabilidad y control, así como a la 

optimización. Reay y col. (2013) presentan 

una definición clara y concisa de la (IP) 

como: “Cualquier avance tecnológico que 

resulte en procesos más pequeños, limpios, 

seguros y energéticamente eficientes”. 

Baldea (2015) propone un enfoque que 

conecta la intensificación de procesos con la 

integración, enfocándose en la combinación 

efectiva de funciones y fenómenos para 

mejoras procesos químicos. El objetivo 

principal de la PI es aumentar la eficiencia de 

los procesos químicos mediante la reducción 

del consumo energético, de costos y del 

impacto ambiental, logrando esto a través de 

la reducción del tamaño de los equipos, la 

combinación de operaciones y la 

optimización de transporte de materia y 

energía. Está área ha tenido un crecimiento 
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significativo en los últimos años (Tian, et al. 

2018). 

Aunque conceptualmente son distintos, 

ambos enfoques son complementarios dentro 

del marco del PSE. La integración 

proporciona una visión sistémica para 

maximizar sinergias, mientras que la 

intensificación ofrece tecnologías que 

materializan esas sinergias (Figura 2). 

 

Figura 2. Relación conceptual entre la 

integración e intensificación de procesos. 

 

2.5. Optimización de procesos 

La optimización de procesos constituye uno 

de los pilares centrales de la Ingeniería de 

Sistemas de Procesos (PSE). Mientras que el 

modelado —descrito en la Sección 2.3— 

proporciona la representación matemática del 

comportamiento del sistema, la optimización 

actúa sobre estos modelos para identificar las 

condiciones operativas que ofrecen el mejor 

desempeño. Este proceso consiste en formular 

y resolver rigurosamente un problema 

matemático que maximiza o minimiza una 

función objetivo sujeto a restricciones físicas, 

termodinámicas, ambientales y económicas 

(Ponce-Ortega y Hernández-Pérez, 2019). De 

manera general, un problema de optimización 

se compone de: 

1. Función objetivo: el índice de 

desempeño a optimizar: min C(x,y) 

2. Variables de decisión: por ejemplo: 

flujos, temperaturas, presiones, etc. 

3. Restricciones: pueden ser igualdades 

(por ejemplo, balances de masa) y 

desigualdades (límites de operación) 

que provienen del modelo. 

Para resolver estos problemas, se emplean dos 

enfoques principales. El primero es la 

optimización determinista, que comúnmente 

emplea gradientes para localizar 

eficientemente un óptimo (Lin y col., 2012). 

Dentro de este grupo destacan técnicas para 

resolver problemas de Programación Lineal 

(LP), Programación No Lineal (NLP) y 

Programación Mixta Entera No Lineal 

(MINLP), esta última indispensable para 

integrar variables continuas y discretas en el 
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diseño de procesos (Liñán y Ricardez-

Sandoval, 2025). 

Por otro lado, cuando los sistemas presentan 

no convexidad o están representados por 

modelos tipo “caja negra” se utiliza la 

optimización metaheurística. Estos métodos 

—como algoritmos genéticos (Haldurai y col., 

2016; Kramer, 2017), enjambre de partículas 

(Zhang y col., 2015) y evolución diferencial 

(Hu y col., 2022)— son robustos ante la 

búsqueda global y libres de derivadas, aunque 

suelen requerir mayor esfuerzo computacional 

(Peres y Castelli, 2021). 

 

2.6. Control de procesos 

El control de procesos es una de las 

disciplinas más importantes en la Ingeniería 

de Sistemas de Procesos (PSE). Su relevancia 

ha crecido por diversos factores estructurales 

y estratégicos en la industria química 

moderna: a) Alta integración entre unidades: 

en muchas plantas químicas, los procesos no 

operan de forma aislada, la salida de una 

unidad es a menudo la alimentación de otra, 

esta integración implica que una perturbación 

menor en una etapa puede propagarse y 

amplificarse, generando desviaciones en otras 

etapas, b) Exigencias normativas y de 

seguridad, con regulaciones ambientales cada 

vez más estrictas y criterios de seguridad de 

procesos (sobrepresiones, reacciones fuera de 

control, temperaturas extremas, acumulación 

de materiales peligrosos) que demandan un 

control muy robusto, Las plantas se deben 

ajustar de manera dinámica a cambios y 

riesgos sin sacrificar la eficiencia y cumplir 

con diversas normativas, c) Presiones 

económicas y de mercado, esto implica que 

las plantas deben operar de manera eficiente 

ante los cambios en costos de materias 

primas, cambios tecnológicos y demanda de 

productos cada vez más especializados, d) 

Rentabilidad, operando de manera óptima a 

pesar de cambios en materias primas y 

condiciones de operación, manteniendo las 

variables críticas en los niveles deseados, 

amortiguando perturbaciones y minimizando 

desviaciones.  

Para poder abordar el control de procesos de 

manera adecuada es necesario conocer la 

complejidad dinámica del sistema, además de 

conocer los valores nominales de las 

variables, es necesario modelar cómo éstas 

evolucionan a lo largo del tiempo, 

afectándose entre sí y su variabilidad ante 

distintas perturbaciones. Para ello se 

requieren modelos matemáticos (ecuaciones 

diferenciales) que describan la dinámica del 

proceso, su linealización o su 
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comportamiento no lineal, y el uso de 

herramientas como la transformada de 

Laplace para obtener funciones de 

transferencia que relacionan variables de 

entrada con variables de salida. Además, 

existen estrategias de control clásico, como 

los lazos de control retroalimentado 

(feedback) y control anticipado 

(feedforward), los cuales son fundamentales 

para regular variables como temperatura, 

presión, nivel y caudal. Estas estrategias de 

control son robustas y fáciles de implementar 

para operaciones rutinarias. Sin embargo, en 

eventos como paros, arranques y fallos de la 

instrumentación estas estrategias pueden no 

ser suficientes, por ello es necesario diseñar 

estrategias más avanzadas que puedan 

adaptarse a condiciones extraordinarias.  

 

3. Aplicaciones de las herramientas de PSE 

a las industrias química y petroquímica 

Las herramientas presentadas de la Ingeniería 

de Sistemas de Procesos han sido 

ampliamente aplicadas para el análisis y 

mejora de procesos en las industrias química 

y petroquímica. En esta sección se presentan 

y discuten algunas de estas aplicaciones. Es 

importante resaltar que las herramientas de 

PSE regularmente se complementan, por lo 

que suelen aplicarse dos o más en forma 

conjunta, como es el caso del modelado y la 

optimización, o el diseño óptimo de procesos. 

Sensores blandos en refinación. Chen y col. 

(2011) desarrollaron un esquema de 

aprendizaje basado en núcleos adaptativos 

locales para sensores blandos en procesos no 

lineales, demostrando su aplicación en la 

estimación del punto final de un corte de 

crudo en destilación atmosférica con mejoras 

de desempeño respecto a enfoques globales. 

Más recientemente, la aplicación de un marco 

de aprendizaje automático para la predicción 

de la temperatura de destilación ASTM 95% 

de nafta pesada en una refinería industrial en 

Brasil logró mejorar el coeficiente de 

determinación R² en un 120% respecto al 

modelo previo en producción, resultado que 

se traduce en ganancias económicas 

significativas al ser desplegado en tiempo real 

(Vázquez y col., 2023). Cao y col. (2025) 

formalizaron este proceso mediante Soft 

Sensor Manager, una herramienta que 

automatiza el diseño, validación e 

implementación de sensores blandos en 

entornos industriales. 

Detección y diagnóstico de fallas. Xiao y col. 

(2023) propusieron un autocodificador 

profundo semi-supervisado aplicado al 
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proceso TEP, obteniendo mayor exactitud de 

predicción que los métodos tradicionales de 

PCA. Hartung y col. (2023) evaluaron de 

forma comprehensiva métodos modernos de 

detección de anomalías no supervisados sobre 

el mismo benchmark, concluyendo que los 

métodos basados en reconstrucción ofrecen el 

mejor compromiso entre precisión y 

generalización para datos de proceso en serie 

de tiempo. En la industria del petróleo y gas, 

Putri y col. (2024) analizaron 91 trabajos de 

analítica predictiva (2021-2023), 

identificando que los modelos de clasificación 

con bosques aleatorios y las técnicas híbridas 

K-Means+RF alcanzan precisiones del 92-

98% en la identificación temprana de fallas en 

pozos de producción. 

Mantenimiento predictivo y digitalización en 

empresas líderes. Shell implementó un 

sistema de mantenimiento predictivo que 

monitorea más de 10,000 equipos en tiempo 

real, procesando más de 20,000 millones de 

filas de datos semanales. Su implementación 

en la refinería de los Países Bajos permitió 

identificar 65 válvulas de control que 

requerían reparación antes de que ocurrieran 

fallas, previniendo pérdidas de producción y 

riesgos ambientales (Energies Media, 2025). 

En el frente de la sostenibilidad, Hernández-

Betancur y col. (2026) presentaron un método 

híbrido que integra ingeniería de datos y PSE 

para el análisis del flujo químico al final de la 

vida útil de los productos, identificando 

posibles liberaciones al medio ambiente como 

apoyo a la economía circular. 

Gemelos digitales. La convergencia del 

análisis de datos con los gemelos digitales 

representa la evolución más reciente en la 

industria de procesos. AGC Inc. reportó en 

2023 el despliegue de un gemelo digital para 

su planta de fabricación de monómero de 

cloruro de vinilo (VCM) en Indonesia, 

obteniendo mejoras en eficiencia energética y 

estabilidad operativa (Global Market Insights, 

2025). Pal y col. (2025) revisaron el estado del 

arte de los gemelos digitales en la industria 

química, identificando como componentes 

clave la integración de datos, el modelado 

híbrido y la analítica en tiempo real, así como 

los principales retos para su adopción: alta 

demanda computacional, integración con 

sistemas legados, ciberseguridad y falta de 

estandarización. 

Integración energética en refinerías y 

complejos petroquímicos. Una de las 

primeras enfoques de la integración de 

procesos fue en el análisis de punto de pliegue 

(pinch), que permite diseñar procesos para 

minimizar el consumo de energía y 
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maximizar la recuperación de calor. García-

Maza y col. (2025) propone la integración de 

una planta de hidroalquilación mediante la 

tecnología pinch, realizando simulaciones en 

HYSYS para optimizar el consumo y 

recuperación de energía, mejorando la 

eficiencia en la producción de productos 

derivados del gasóleo.   

Columnas de Pared divisoria (DWC) para 

separación de mezclas complejas. Las 

columnas de pared divisoria son columnas de 

destilación que incorpora una pared vertical 

que permite separar mezclas ternarias o 

cuaternarias en una misma unidad, logrando 

importantes ahorros en costos y energía. Zhai 

y col. (2015) realizan un estudio sobre la 

optimización del sistema de destilación en la 

producción de cumeno usando DWC, 

simulando un proceso industrial real y 

demostrando una significativa reducción del 

costo anual (TAC). Pappas et al. (2023) 

desarrollan un modelo dinámico y estrategias 

de control para la separación de metacrilato 

de metilo en mezclas cuaternarias usando 

DWC, confirmando la efectividad de la 

operación propuesta. 

Uso complementario de herramientas de 

modelado y simulación. Dentro del modelado 

y simulación de procesos existen distintas 

perspectivas acerca de la estrategia más 

adecuada para el análisis de procesos. Una 

combinación que permite comprender con un 

mayor nivel de detalle es el uso de 

simuladores de estado estacionario, como 

Aspen Plus, complementado con 

herramientas de dinámica computacional de 

fluidos. Los simuladores en estado 

estacionario permiten conocer la respuesta de 

un sistema y generar información respecto al 

diseño de proceso, incluso realizando 

optimización. Por otra parte, las herramientas 

de CFD permiten entender con mayor detalle 

los fenómenos de transferencia de 

momentum, calor y masa, con lo cual es 

posible realizar el diseño mecánico riguroso 

de los equipos, así como entender la 

hidrodinámica de los sistemas. Este tipo de 

estrategias ha sido aplicado en casos como el 

estudio de tecnologías de Captura de Carbono 

(CCUS) como la Chemical Looping 

Combustion (Banerjee y Agarwal, 2017), así 

como en el análisis de sistemas complejos 

para la separación de mezclas de 

hidrocarburos (Rodríguez-Ángeles y col., 

2015).  
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4. Herramientas en desarrollo y 

perspectivas 

La Ingeniería de Sistemas de Procesos se 

encuentra en constante evolución, 

adaptándose a los cambios en la capacidad de 

cómputo para desarrollar tecnologías 

avanzadas que permitan resolver problemas 

cada vez más complejos y en multiescalas. En 

estas secciones se discuten algunos avances 

recientes en el área, así como las perspectivas 

para los siguientes años. 

El análisis de datos en PSE se encuentra en 

una fase de consolidación acelerada, 

impulsada por la proliferación de sensores 

IIoT, el incremento en capacidad 

computacional y la demanda de procesos más 

eficientes, seguros y sostenibles. En el corto 

plazo, los modelos híbridos SGML se 

consolidarán como estándar industrial para 

sensores blandos y modelos de optimización, 

permitiendo extrapolar con mayor confianza 

fuera del dominio de entrenamiento, un 

requisito crítico para el diseño de procesos y 

el control bajo condiciones extremas (Sansana 

y col., 2021). En el mediano plazo, la XAI 

emergerá como requisito regulatorio y 

operativo en entornos de alta criticidad, 

facilitando la certificación de sistemas de 

monitoreo bajo marcos normativos como IEC 

61511 o ISO 31000. En paralelo, el 

aprendizaje por refuerzo (Reinforcement 

Learning) muestra potencial creciente para la 

optimización de políticas de operación y 

control en tiempo real (Gani y col., 2026). 

Una evolución reciente en el modelado 

basado en datos es el Gemelo Digital (Digital 

Twin - DT), la arquitectura central de la 

digitalización en la industria de procesos. Un 

DT no es solo un modelo de simulación; es un 

ecosistema dinámico que integra un modelo 

híbrido de alta fidelidad con datos operativos 

en tiempo real provenientes de sensores 

(IIoT) y sistemas de control (DCS). Esta 

sincronización constante permite un 

monitoreo predictivo continuo, la simulación 

de escenarios "qué pasaría si" sin tocar la 

planta real, y, fundamentalmente, la provisión 

de analítica prescriptiva para guiar al 

operador en las mejores acciones de control. 

Los Gemelos Digitales están transformando 

la gestión de activos (mantenimiento 

predictivo) y la optimización energética en 

plantas de alto valor, a pesar de los desafíos 

inherentes como la complejidad de la 

integración de datos y la ciberseguridad (De 

Prada y col., 2022; Pal y col., 2025; 

Kongsberg Digital, 2025). Como se puede 

notar, el modelado ha evolucionado de una 

herramienta de diseño a un motor dinámico 
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para la excelencia operacional, garantizando 

que los procesos químicos sean más 

eficientes, seguros y sostenibles. Se espera 

que en los siguientes años estas herramientas 

continúen implementándose en las industrias 

química y petroquímica. 

A largo plazo, la integración de los Modelos 

de Lenguaje de Gran Escala (LLMs) con las 

herramientas de PSE abre una frontera 

disruptiva: estos modelos podrían 

complementar las técnicas de PSE en 

modelado multiescala, generación de datos 

sintéticos y asistencia en la toma de decisiones 

de diseño (Gani y col., 2026). Esta tendencia, 

junto con la consolidación de los gemelos 

digitales como plataformas centrales de 

gestión del ciclo de vida del proceso, apunta a 

que el análisis de datos dejará de ser una 

herramienta de soporte para convertirse en el 

núcleo operacional de las plantas del futuro 

(Pal y col., 2025; Peterson y col., 2025). Para 

materializar este potencial, será necesario 

resolver desafíos persistentes como la 

ciberseguridad industrial, la estandarización 

de protocolos de integración de datos y la 

formación de ingenieros con competencias 

sólidas en ciencia de datos (Daoutidis y col., 

2024; Torres y col., 2025). 

Otro aspecto que ha encontrado aplicaciones 

recientes sobre las estrategias de diseño, 

motivado principalmente por las tendencias 

en los conceptos sobre la industria 4.0/5.0 ha 

sido la digitalización de procesos y el uso de 

la inteligencia artificial. En el caso de la 

digitalización, el uso de modelos subrogados 

basados en machine learning han reducido 

significativamente la inversión 

computacional para diseños de procesos 

(convencionales e intensificados) simulados 

rigurosamente, permitiendo la selección 

óptima de estructuras con los mejores 

comportamientos (técnicos, económicos, 

ambientales y de seguridad) desde etapas 

tempranas de diseño (Nele y col., 2024; 

Palotai y col., 2025). Asimismo, el desarrollo 

de gemelos digitales (digital twins) ha 

permitido el rediseño continuo, el ajuste y su 

respectiva optimización del proceso, dentro 

de un esquema de ciclo de vida (Zhang y col., 

2024; Li y col., 2025).  En el caso de la 

inteligencia artificial, ésta ha sido usada para 

predecir propiedades de las sustancias, 

sugerir alternativas de configuraciones de 

proceso, así como brindar elementos en la 

toma de decisiones sobre los diseños 

propuestos (Boy y col., 2025). 

Respecto a la optimización de procesos, esta ha 

evolucionado para responder a las nuevas 
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demandas globales. La industria actual ya no 

busca solo rentabilidad, sino soluciones que 

integren criterios ambientales, operativos y de 

seguridad (Sharma y Kumar, 2022). Esto ha 

impulsado la optimización multiobjetivo, que 

permite visualizar a través de frentes de Pareto 

las compensaciones entre objetivos en conflicto 

(Kang y col., 2024). 

Asimismo, un reto fundamental es la 

optimización bajo incertidumbre, donde se 

consideran variaciones en precios, 

disponibilidad de materias primas, demanda, 

degradación de catalizadores y otras 

variaciones del entorno. Los enfoques robustos 

y estocásticos permiten identificar soluciones 

que se mantienen viables en múltiples 

escenarios (Acar y col., 2021). 

La creciente digitalización de las plantas 

químicas está impulsando la Optimización de 

Gran Escala a Nivel Empresarial (Enterprise-

Wide Optimization, EWO). Este paradigma 

integra la optimización del proceso con la 

planificación, la logística y el control, 

extendiendo el alcance de la optimización 

desde la unidad de proceso hasta toda la 

cadena de suministro (Nikkhah y col., 2025). 

Respecto al control de procesos, existen 

algunas tendencias que se deben seguir 

explorando: el control predictivo basado en 

modelos y la integración de esta estrategia 

con inteligencia artificial para la predicción 

de modelos con incertidumbre (Dutta y 

Upreti, 2021); sistemas de control digital y la 

integración de sistemas de control con 

modelos de planeación, calendarización y 

optimización en tiempo real; el uso de 

inteligencia artificial y machine learning para 

la identificación de patrones (Raven y col, 

2024), análisis de datos, predicción de fallas 

y toma de decisiones automatizada y gemelos 

digitales (Peterson y col., 2025). Todas estas 

estrategias están dirigidas a proporcionar 

sistemas de control que hagan que los 

procesos químicos sean más seguros, 

eficientes y sostenibles. 

 

5. Conclusiones 

La Ingeniería de Sistemas de Procesos (PSE) 

aporta herramientas que se han convertido en 

fundamentales para el Ingeniero Químico 

moderno, dando un sólido conocimiento 

científico que contribuye a la mejora continua 

de los procesos productivos. El análisis 

presentado en este trabajo permite visualizar 

el gran impacto que ha tenido la aplicación de 

estas herramientas en las industrias químicas 

y petroquímicas. El uso de herramientas de 

modelado y simulación han permitido el 
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análisis y mejora de unidades de proceso o 

procesos completos; la implementación de 

tecnologías intensificadas y sistemas 

integrados, en conjunto con la aplicación de 

estrategias de optimización, han permitido la 

mejora de los indicadores económicos de los 

procesos, así como la reducción de su impacto 

ambiental. Por otra parte, se ha identificado 

que una de las áreas del PSE con mayor 

relevancia en la actualidad es el manejo de 

grandes cantidades de datos para el estudio de 

los procesos químicos, a través de 

herramientas de inteligencia artificial, 

modelos híbridos y gemelos digitales, dada la 

capacidad de estas estrategias para considerar 

interacciones complejas que los modelos 

tradicionales no logran capturar. Sin 

embargo, existen aún desafíos relacionados 

con la generación de datos adecuados para 

obtener modelos que aporten predicciones 

precisas, la seguridad de la información, así 

como la formación de especialistas en ciencia 

de datos. Por otra parte, es de gran 

importancia el desarrollo de herramientas 

para la resolución de problemas de diseño, 

optimización y control cada vez más 

complejos, que consideren el efecto de las 

incertidumbres, la toma de decisiones 

multicriterio, así como el análisis en 

multiescala. Esto, a su vez, implicará una 

demanda mayor de poder computacional. 
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